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Résumé

La prolifération de systèmes d’acquisition et de stockage
des données permet d’augmenter la quantité de données
disponibles pour la résolution d’un problème de discrimi-
nation à partir d’exemples. Par ailleurs, chaque exemple
peut être décrit par un grand nombre de caractéristiques.
La sélection de variables vise à extraire parmi ces caracté-
risques celles qui sont les plus pertinentes vis-à-vis du pro-
blème à traiter. Dans cet article, nous proposons un critère
d’évaluation d’une variable pour les Séparateurs à Vaste
Marge. Celui-ci est basé sur la sensibilité de la marge à
une variable. Pour les SVM multiclasses, une extension na-
turelle de ce critère est également proposée. Après avoir
décrit les détails techniques de l’obtention du critère, l’ef-
ficacité de la méthode de sélection de variables a été tés-
tée de manière convaincante sur des problèmes-jouets. La
reconnaissance de piétons à partir d’images est typique-
ment le genre d’application pour laquelle la sélection de
variables peut être bénéfique car elle permet tout au moins
d’aboutir aux mêmes performances de reconnaissance à
partir d’un nombre de caractéristiques moindres. Ainsi,
une étude sur l’apport de la sélection de variables a été
menée et démontre effectivement l’intêret de choisir les ca-
ractéristiques de manière pertinente.
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Abstract

Nowadays, to solve a learning from examples problem, a
large amount of data can be available due to the prolife-
ration of acquisition systems. Besides, more and more fea-
tures characterize each example. Variable selection algo-
rithms adress the problem of selecting the input variables
that are most predictive for a given task. In this paper, we
present a variable evaluation criterion for Support Vector
Machines which is based on the influence of a given va-
riable on the margin. Technical details concerning the way

to derive this criterion are then given. Efficiency of the pro-
posed method has been tested on some toy problems which
show that in a classification task, our algorithm is able to
retrieve the most predictive variables among a set of noisy
variables. Our variable selection method has then been ap-
plied to pedestrian detection in images. Such a problem is
typically a problem that can benefit of variable selection
and our experiments demonstrate that a SVM based va-
riable selection make it possible to reduce the number of
variables without compromising the recognition rate. This
is of importance for such a real-time application.

Keywords

Learning, Support Vector Machines, Variable Selection, Pe-
destrian Detection

1 Introduction
L’objectif d’un problème de discrimination à partir d’un
ensemble d’exemples est d’inférer un lien entre les carac-
téristiques de chaque exemple et leur catégorie usuellement
définie par un label. Actuellement, de par la facilité d’ac-
quisition et de stockage des données, les problèmes réels
de reconnaissance de formes ou de discrimination sont de
plus en plus complexes et font intervernir de plus en plus
de variables caractérisant un exemple. Si intuitivement il
semble naturel que l’augmentation du nombre caractéris-
tiques ne devrait pas nuire à la qualité de la discrimination,
en pratique cela s’avère être un problème majeur. En ef-
fet, le succès d’un problème de reconnaissance de formes
est fortement lié à la qualité des données et des variables
qui les caractérisent. La présence de variables redondantes,
bruitées et peu corrélées avec le label d’un exemple rend le
processus d’apprentissage plus difficile.
La sélection de variables est un problème consistant à iden-
tifier les variables pertinentes par rapport au problème consi-
déré ( dans notre cas la discrimination ) [10, 7]. Si la se-
lection des variables est réalisée de manière appropriée, la
performance du modèle de discrimination peut être forte-
ment améliorée tout en réhaussant l’interprétabilité du mo-



dèle. Par ailleurs, le fait de réduire le nombre de variables
permet également de réduire le temps de calcul du label
d’un nouvel exemple présenté au modèle d’inférence. Ty-
piquement un problème de sélection de variables nécessite
la définition de plusieurs critères :

• la fonction d’évaluation : cette fonction doit permettre
de mesurer la pertinence d’un sous-ensemble de va-
riables par rapport au problème considéré. Plusieurs
types de critères ont été proposés dans la littérature
et sont par exemple basés sur des méthodes telles que
l’information mutuelle entre variables [1] ou encore la
sensibilité de la sortie d’un réseau de neurones à une
variable donnée [11].

• la méthode de recherche : celle-ci définit la façon per-
mettant d’explorer l’espace des sous-ensembles de va-
riables. Cet espace étant de dimension 2d (d étant le
nombre de variables), un parcours exhaustif de l’en-
semble n’est possible que lorsque le nombre de va-
riables est faible (de l’ordre de 10). Ainsi, les tech-
niques les plus fréquemment utilisées sont des algo-
rithmes sous-optimaux tels que les algorithmes géné-
tiques [17, 21] ou des algorithmes itératifs [4]

• le critère d’arrêt : étant donné que l’exploration ex-
haustive de l’espace des variables est prohibitive en
temps de calcul, il est nécessaire de définir un critère
d’arrêt de l’exploration. Ainsi, après arrêt de l’explo-
ration, le “meilleur” sous-ensemble de variables est
celui qui optimise la fonction d’évaluation.

Dans cet article, notre contribution réside principalement
dans la définition d’un nouveau critère d’évaluation d’une
variable par rapport à sa pertinence vis-à-vis d’un problème
de discrimination par Séparateur à Vaste Marge (SVM) [16,
18]. Bien que théoriquement considéré comme insensible à
la dimensionnalité du problème de discrimination, il s’avère
en pratique que les SVM souffrent également de la redon-
dance et de la non-pertinence de certaines variables. Ainsi,
quelques algorithmes de sélection de variables ont déjà été
proposés. Celui de Weston et al. utilise comme critère d’éva-
luation une borne sur l’erreur de rééchantillonnage et pro-
pose d’explorer l’espace des variables par une méthode de
descente de gradient [19]. La méthode décrite par Guyon et
al. consiste à éliminer itérativement les variables qui font le
moins décroître la marge [8]. Dans notre algorithme, la per-
tinence d’une variable est estimée à travers son influence
sur la marge.
Le cadre applicatif qui nous intéresse est la détection de
piétons dans une image. Pour la conception de système
d’aide à la conduite, ce problème est de première impor-
tance afin d’éviter des situations dangereuses. Par ailleurs,
une contrainte de type temps réel est nécessaire dans cette
application. Ainsi, une fois que les caractéristiques d’un
piéton sont extraites d’une image, un processus de sélec-
tion de variables peut être bénéfique en deux points : identi-
fier les variables pertinentes permet d’augmenter la perfor-
mance du détecteur et de réduire le temps de calcul. Dans
cet article, nous reprendrons l’étude menée au MIT sur la

détection de piétons [14] en y appliquant notre algorithme
de sélection de variables.
Cet article est structuré comme suit : tout d’abord, nous
présentons un bref descriptif des Séparateurs à Vaste Marge.
Ensuite, nous détaillons notre algorithme de sélection de
variable ainsi que le critère d’évaluation proposé. Une ex-
tension aux cas multiclasses est également proposée. Après
avoir testé brièvement la pertinence de notre algorithme sur
des problèmes jouets, nous appliquons l’algorithme au pro-
blème de détection de piétons. Enfin, la dernière partie de
l’article résume notre travail, présente une discussion ain-
sique les futurs travaux.

2 Les Séparateurs à Vaste Marge
Cette section décrit brièvement le principe des Séparateurs
à Vaste Marge (SVM).

2.1 Cas linéairement séparable
Etant donné un ensemble de points d’apprentissage {xi,yi}

`
i=1

où chaque xi appartient à R
d et yi à {−1,1}, yi définis-

sant la classe d’un exemple donné, l’objectif des SVM est
de trouver un hyperplan permettant de séparer l’ensemble
d’apprentissage de sorte que tous les points d’une même
classe soient d’un même côté de l’hyperplan. Cela équivaut
(après un éventuel normalisation) à trouver un hyperplan
f(x) définit par w ∈ R

d et b ∈ R tel que :

yi(〈w,xi〉 + b) ≥ 1 i = 1 · · · `

Parmi l’ensemble des hyperplans satisfaisant ces conditions,
les SVM cherchent celui qui maximise la distance entre
l’hyperplan et les points les plus proches de chaque classe,
cette distance étant définie comme 2/‖w‖. Ainsi le pro-
blème global équivaut à :

minw,b
1
2‖w‖2

tq yif(xi) ≥ 1 i = 1 · · · `
(1)

Dans la mesure où ‖w‖2 est un critère convexe et l’en-
semble des contraintes de ce problème sont linéaires, ce
problème peut se résoudre en utilisant les multiplicateurs
de Lagrange α et le dual lagrangien de ce problème. Cela
permet d’écrire que le vecteur w est :

w =
∑

i=1···`

α∗
i yixi

où les α∗
i sont la solution du problème suivant :

minα
1
2

∑

i,j αiαjyiyj〈xi,xj〉 −
∑`

i=1 αi

tq
∑`

i=1 αiyi = 0
αi ≥ 0 ∀i

(2)

Ce dernier est un problème d’optimisation quadratique stan-
dard qui se résoud maintenant grâce à des outils courants.
Finalement l’hyperplan de décision est :

f(x) =
∑̀

i=1

αiyi〈xi,x〉 + b (3)



où b est le multiplicateur de Lagrange associé à la contrainte
∑`

i=1 αiyi = 0 du probème dual. La classe d’un nouveau
point x est ensuite donné par le signe de f(x).

2.2 Cas non-linéaires
Le paragraphe précédent décrit le principe des SVM dans
le cas où les données sont linéairement séparables. Cepen-
dant, dans la plupart des problèmes réels, ce n’est pas tou-
jours le cas et il est donc nécessaire de contourner ce pro-
blème. Dans ce but, l’idée est de projeter les points d’ap-
prentissage dans un espace H donné grâce à une fonction
Φ(x) et d’appliquer la même méthode d’optimisation de la
marge dans l’espace H. Ce dernier problème s’écrit sim-
plement puisque d’après les équations (2) et (3) les points
xi n’interviennent dans la solution qu’à travers leurs pro-
duits scalaires. Ainsi le cas non-linéaire s’obtient aisément
en remplacant 〈xi,xj〉 par k(xi,xj) = 〈Φ(xi),Φ(xj)〉. Dans
ce cas, la frontière de décision devient :

f(x) =
∑̀

i=1

αiyik(xi,x) + b

Comme on peut le constater, la projection des point xi dans
H se fait de manière implicite à travers la définition de
la fonction k(x,y). Si cette fonction k(x,y) satisfait aux
conditions de Mercer [12, 16] alors il existe une fonction
Φ telle que k(x,y) = 〈Φ(x),Φ(y)〉. L’ensemble des fonc-
tions noyaux k(x,y) admissibles pour les SVM sont donc
celles-ci. En pratique, les noyaux les plus utilisés sont les
noyaux gaussiens ou les noyaux polynomiaux définis par :
• noyau gaussien de largeur de bande σ :

k(x,y) = e−
‖x−y‖2

2σ2

• noyau polynomial d’ordre p :

k(x,y) = (〈x,y〉 + 1)
p

2.3 Cas non séparables
Dans le cas où l’ensemble d’apprentissage n’est pas sépa-
rable, le domaine du problème d’optimisation comme dé-
fini à l’équation (1) est vide et il n’admet donc pas de solu-
tion. Ainsi, pour traiter ce cas, il est nécessaire d’introduire
des variables de rêlachement au niveau des contraintes, et
le problème devient :

minw,b,ξi

1
2‖w‖2 + C

∑`
i=1 ξ2

i

tq yif(xi) ≥ 1 − ξi i = 1 · · · `
(4)

où ξi est la variable de relâchement d’une contrainte et C
un coefficient de pénalisation du relâchement. Le traite-
ment de ce problème se fait de manière simple en mon-
trant que l’ajout de la pénalisation quadratique des points
mal classés équivaut à traiter le cas séparable en remplaçant
k(xi,xj) par [5]:

k(xi,xj) +
1

C
δi,j

où δi,j est le symbole de Kronecker. Notons que la pénali-
sation quadratique peut être remplacée par une pénalisation
linéaire.

2.4 SVM multiclasses
A l’origine, les SVM ont été conçus essentiellement pour
les problèmes à 2 classes, cependant plusieurs approches
permettant d’étendre cet algorithme aux cas à N classes
ont été proposées [9] :

• l’approche la plus naturelle est d’utiliser cette méthode
de discrimination binaire et d’apprendre N fonctions
de décision {fm}m=1···N permettant de faire la dis-
crimination entre chaque classe de toutes les autres.
L’affectation d’un nouveau point x à une classe Ci se
fait par la relation [2] :

i = arg max
m=1···N

fm(x)

• la deuxième méthode, celle que nous utilisons dans
cette communication, est une méthode dite de un contre
un. Au lieu d’apprendre N fonctions de décisions,
ici chaque classe est discriminée d’une autre. Ainsi,
N(N−1)

2 fonctions de décisions sont apprises et cha-
cune d’entre elles effectue un vote pour l’affectation
d’un nouveau point x. La classe de ce point x devient
ensuite la classe majoritaire après le vote [6].

• la dernière méthode est une approche étendant la no-
tion de marge aux cas multiclasses [13, 20]. Cette for-
mulation intéressante permet de poser un problème
d’optimisation unique justifié par des considérations
théoriques. Le problème fait intervenir N fonctions
de décision et il s’écrit dans le cas où les données sont
non séparables :

minw,b,ξm
i

∑N
o<m ‖wm − wo‖

2 + C
∑`

i=1,m6=yi
ξm
i

tq fyi
(xi) ≥ fm(xi) + 2 − ξm

i
∑N

m=1 wm = 0
ξm
i ≥ 0 i = 1 · · · `,m = 1 · · ·N

Cet algorithme est très gourmand en temps de calcul
et en espace mémoire ce qui fait qu’il reste peu utilisé
dans les cas réels.

3 Selection de Variables par SVM
Ce paragraphe décrit plus en détails notre contribution à
l’état de l’art de la sélection de variable, à travers la défini-
tion d’un nouveau critère d’évaluation basé sur les SVM.

3.1 les techniques de sélection de variables
Dans un problème de discrimination, le but de la sélection
de variables est d’éliminer les variables redondantes ou peu
informatives. Dans cet article, nous nous focalisons princi-
palement sur le problème de classement de variables. Le



critère original que nous introduisons est basé sur la sen-
sibilité de la marge à une variable donnée. L’heuristique
se sachant derrière ce critère peut être résumée de la façon
suivante :

Une variable peu informative et donc peu importante pour
la fonction de décision, est une variable auquelle la marge
2/‖w‖ est peu sensible.

Nous détaillerons ce critère dans le paragraphe suivant. Pour
le parcours de l’espace des sous-ensemble de variables,
nous nous basons sur une méthode déjà largement éprou-
vée consistant à effectuer une suppression sequentielle des
variables. L’algorithme de cette méthode est :

1. Initialisation trie = []; var = [1 · · · d]

2. Répéter

(a) évaluer la marge 2/‖w‖ de la fonction de déci-
sion utilisant les variables var

(b) pour toutes les variables dans var, calculer la
sensibilité de la marge par rapport à chaque va-
riable

(c) sélectionner la variable b qui minimise la sensi-
bilité

(d) classer cette variable : trie = [b trie ];
(e) supprimer b de la liste var

3. jusqu’à ce que toutes les variables soient triées

où var et trie sont les vecteurs de variables respectivement
à trier et déjà trié (par ordre décroissant de pertinence).

3.2 Sensibilité de la marge par rapport à une
variable

Pour mesurer la sensibilité de la marge par rapport à une
variable, nous introduisons un facteur d’échelle ν et allons
calculer la norme du gradient de la marge par rapport à
ce facteur d’échelle. Ce vecteur ν est en fait un vecteur
unitaire pondérant chaque variable et de ce fait, le noyau
k(x,y) dans l’équation (2) et (3) devient :

k(ν · x,ν · y)

où l’opérateur · est le produit vectoriel terme à terme.

Ainsi, pour évaluer la sensibilité de la marge en fonction
d’une variable v, on s’intéresse à la quantité :
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D’après l’algorithme, la suppression d’une variable est dé-
cidée par comparaison aux autres variables, toutes les va-
leurs constantes en fonction de v dans ∂M

∂νv
peuvent être

abandonnées. Ainsi, le critère d’évaluation que nous étu-
dions devient :
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La dérivation de cette expression peut sembler probléma-
tique car il parait intuitif que les α∗

i dépendent de ν à tra-
vers le problème d’optimisation (2). La proposition sui-
vante de Chapelle et al. permet de calculer simplement cette
dérivée.

Proposition : Chapelle et al, 2002 [3]
Soit un vecteur vθ et une matrice carré Pθ dépendant de
manière continu d’un vecteur de paramètre θ. Considérons
la fonction F (θ)

F (θ) = minx∈G
1
2xT Pθx − xT vθ (5)

où G =
{

x : bT x = c, x ≥ 0
}

où b est un vecteur. Si x̄ est
le vecteur x pour lequel le minimum de F (θ) est atteint et
x̄ est unique alors :

∂F (θ)

∂θ
=

1

2
x̄T ∂Pθ

∂θ
− x̄T ∂vθ

∂θ
x̄

En utilisant cette proposition conjointement au fait que les
valeurs objectifs des problèmes d’optimisation (1) et (2)
sont opposés (les deux problèmes sont duaux au signe près
et convexes), on peut montrer que :
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Ainsi dans le cas de l’utilisation d’un noyau gaussien, le
critère d’évaluation d’une variable v est donc :
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en rappelant que ν est un vecteur unitaire, ce critère se sim-
plifie en :
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3.3 Extension aux cas multiclasses
Si le problème multiclasse est traité à partir de multiples
classifieurs binaires comme dans le cas des SVM un contre
tous et un contre un alors la notion de marge globale n’existe
pas. Cependant, il est naturel de considérer comme critère
d’évaluation d’une variable, son influence sur l’ensemble



des marges des différents problèmes de discrimination bi-
naires. Ainsi, pour le cas un contre tous et un contre un, le
critère d’évaluation est :
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où Mu est la marge du problème binaire u (dans le un
contre tous, on a k classifieurs binaires tandis que dans le
cas un contre un k(k−1)/2 classifieurs doivent être consi-
dérés. Comme dans le cas binaire, il est possible de montrer
que ce critère équivaut à :
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où les αi,u correspondent aux multiplicateurs de Lagrange
associés à un problème binaire u donné et un exemple i.

4 Expériences et applications
Dans ce paragraphe, sont présentés les résultats des expé-
riences de selection de variables que nous avons mené.

4.1 Problèmes-jouet
Deux problèmes de sélections de variables à partir de don-
nées synthétiques ont été traités ici. Le premier est un pro-
blème de classification à deux classes non linéaire tandis
que le deuxieme est un problème multiclasse. Dans chaque
cas, les exemples sont caractérisés par 52 variables dont
seules deux d’ entre elles sont pertinentes pour la discrimi-
nation. L’objectif de l’algorithme de sélection de variables
est donc de classer ces deux variables comme étant les va-
riables auxquels la marge est plus sensible.
Nous avons évalué la capacité de l’algorithme proposé à
sélectionner les variables pertinentes dans différentes si-
tuations. Pour cela, le critère que nous avons mesuré est
l’erreur de généralisation d’un classifieur SVM obtenu à
partir des exemples caractérisés seulement par les deux va-
riables retenues comme étant les plus pertinentes par l’al-
gorithme. Cette mesure de performance est quelque peu
biaisée à la hausse dans la mesure où on suppose que le
classifieur connaît le nombre optimal de variables à retenir
pour l’apprentissage. La méthodologie utilisée est la sui-
vante : 10000 et 3000 exemples ont respectivement été gé-
nérés pour le problème à 2 classes et multiclasses. Seule-
ment une faible partie d’entre, eux tirés aléatoirement, font
partie de l’ensemble d’apprentissage tandis que le reste des
données forme l’ensemble de test. Les données d’appren-
tissage sont ensuite normalisées de façon à obtenir une moyenne
nulle et une variance unitaire. De même, les points de test
sont ajustés grâce à ces mêmes paramètres de normalisa-
tion. Une fois les données prétraitées, l’ algorithme de sé-
lection de variables a été lancé. Que ce soit pour la sélec-
tion de variables ou pour la discrimination SVM, un noyau
gaussien de largeur de bande σ = 3 et σ = 1 a été utilisé
respectivement pour le problème à 2 classes et multiclasse.
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FIG. 1 – Performance des SVM pour des problèmes de clas-
sifications. (haut) Classification binaire. (Bas) Classifica-
tion multiclasse. Dans chaque cas, les deux courbes repré-
sentent le taux d’erreur de classification sans sélection de
variables (en trait plein) et en associant au classifieur SVM
l’algorithme de sélection de variables basé sur la sensibi-
lité de la marge (trait pointillé).

Le paramètre de pénalisation C a été fixé à une valeur suffi-
sament élevée pour que l’erreur d’apprentissage reste faible
(respectivement C = 1000 et C = 100).
Cent expériences dans le cas à 2 classes ont été effectuées
tandis que pour le problème multiclasse, nous avons res-
treint ces expériences à 10 essais à cause de la forte com-
plexité temporelle de l’algorithme. La figure (1) représente
la moyenne de l’erreur en généralisation (mesurée sur les
données de test) en utilisant l’algorithme de sélection de
variables conjointement à un classifieur SVM et un clas-
sifieur SVM sans sélection de variables pour les 2 pro-
blèmes de classification. Ces courbes montrent clairement
que lorsqu’ils sont confrontés à un grand nombre de va-
riables peu pertinentes les SVM ont tendance à sur-apprendre
et leur capacité de généralisation s’en trouve affectée. Le
fait de rajouter un algorithme de sélection de variables per-
met de faire face à ce problème. Au fur à mesure que le



FIG. 2 – Exemples de piétons de la base de données.

nombre d’exemples d’apprentissage croît, l’algorithme de
sélection de variable est de plus en plus performant et semble
être capable de classer les 2 variables informatifs comme
étant les plus pertinentes. Ces problèmes-jouet confirment
donc que la sensibilité de la marge à une variable est un
“bon” critère d’évaluation de la pertinence d’une variable.
Le lecteur peut arguer que ces expériences sont justes des
expériences-jouets et ne doivent être considérer que en tant
que telles. Cependant, une étude plus approfondie de cette
méthode de sélection de variables peut être trouvée en [15].
Cette dernière référence décrit également des discussions
concernant l’importance des paramètres C et σ du noyau
gaussien.

4.2 Détection de piétons

La mise au point d’un système de détection de piétons ro-
buste est un point de première importance pour les sys-
tèmes d’aide à la conduite. Actuellement, ce problème est
loin d’etre résolu et plusieurs axes de recherche sont exa-
minés par différents laboratoires. Nous nous intéressons ici
à une approche de détection basé sur l’apprentissage et non
sur un modèle. Cette idée initialement développée par Pa-
pageorgiou et al. consiste à apprendre à un système la “for-
me” d’un piéton [14]. Le principe de la méthode consiste
donc à créer une base d’exemples de piétons (suivant dif-
férentes poses) ainsi qu’une base d’images ne représen-
tant pas des piétons. Dans cette expérience, la base de pié-
tons que nous avons utilisée est celle mise à disposition
par le MIT ainsi qu’un ensemble d’exemples acquis par
notre soin. La taille de chaque image est de 128× 64 et ces
images sont de sorte que le piéton y soit centré.
De chaque image couleur, doivent être extraites des carac-
téristiques qui sont ensuite fournies à un algorithme d’ap-
prentissage qui dans notre cas est un SVM. La répresen-
tation que nous avons choisie pour chaque image, est une
décomposition en ondelettes sur une base redondante de
Haar. Le lecteur désireux d’avoir plus de détails sur cette
procédure peut se référer à l’article de Papageorgiou et al
[14]. Ainsi, chaque canal de l’image RGB est décomposé
pour obtenir une approximation de niveau 5. Les décom-
positions verticales, horizontales et diagonales de chaque

FIG. 3 – Coefficients en ondelettes moyens obtenus sur la
base d’apprentissage. (haut-gauche) Verticale. (haut-droit)
Horizontale. (bas-gauche) Diagonale. (bas-droit) Maxi-
mum des coefficients sur les 3 directions. Le niveau de gris
indique l’amplitude du coefficient allant du plus faible pour
le noir au plus élevé pour le blanc.

canal sont ensuite comparées et pour un coefficient donné,
seul le coefficient le plus élevé en valeur absolu suivant
les 3 couleurs est retenu. L’ensemble des coefficients est
ensuite normalisé de sorte que la valeur maximale des co-
efficients soit 1. Cela faisant, chaque image est représen-
tée par un vecteur de taille 195 suivant les 3 directions.
La figure (3) représente l’amplitude moyen des coefficients
d’ondelettes sur la base d’exemples. Malgré la faible réso-
lution de l’image, on distingue nettement les contours des
piétons notamment pour les coefficients verticaux et dia-
gonaux. Notons que dans leur travail, Papageorgiou et al.
développent un modèle de piétons à partir des coefficients
en ondelettes qu’il appelle wavelet pedestrian template. Ils
justifient l’utilisation de ce modèle par la nécessité de re-
duire la variabilité de la luminance entre les images de pié-
tons. A travers cela, leur idée est principalement de repré-
senter une image de piétons par les variations de luminosité
moyenne sur le support d’une ondelette. Ici, les coefficients
de la décomposition sont utilisés tels quels. Cela permet de
tenir compte lors de l’apprentissage de l’ensemble des ni-
veaux de gris de l’image.
Notre base d’exemples est composée de 150 images de pié-
tons et de 150 images de scènes routières. Pour l’applica-
tion, elle est décomposée en deux parties de respectivement
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FIG. 4 – Taux d’erreur de classification en fonction du
nombre de variables retenu : en trait pleins, notre critère
d’évaluation, en pointillés, un critère d’évaluation basé sur
le coefficient de corrélation.

100 et 50 images tirées aléatoirement formant ainsi la base
d’apprentissage et la base de test. Le noyau utilisé pour la
sélection de variables et pour la classification est un noyau
polynomial d’ordre 2 tandis que le coefficient de pénalisa-
tion C est fixé à 1000. Le choix de ces paramètres ont été
fixés de manière à obtenir un taux d’erreur en apprentissage
faible.

L’expérience a été itérée cent fois en faisant varier le nombre
de variables retenu par l’algorithme de sélection de va-
riables. La figure (4) décrit le taux d’erreur moyen sur la
base de test en fonction du nombre de variables. Les résul-
tats obtenus par notre méthode sont également comparés
à ceux d’un même algorithme de suppression séquentielle
de variables pour lequel le critère d’évaluation est le co-
efficient de corrélation d’une variable avec la classe d’une
image.

Cette figure montre que la performance de classification
est maximale en utilisant l’ensemble des caractéristiques
extraites de l’image. La stratégie utilisée pour la discrima-
tion semble être intéressante puisque qu’elle permet d’at-
teindre un taux d’erreur de l’ordre de 13%. Cependant, au
moins la moitié des variables peuvent être écartées sans
compromettre la qualité de la discrimination. En effet, en
ne retenant que 90 variables le taux d’erreur ne croît que
de 1% tandis que l’utilisation de 50 variables affecte la
performance ( une différence de 2% apparait ). La compa-
raison entre les deux critères d’évaluation est en faveur de
notre méthode original lorsque le nombre de variables sup-
primés est de l’ordre de la moitié du nombre de variables
total. Cela permet donc de conjecturer que les premières
variables supprimées apporte peu à la discrimination.

Bien que la sélection de variables ne permet pas de réhaus-
ser la performance du classifieur, ce qui signifierait que
l’ensemble des caractéristiques de l’image sont pertinentes
pour la classification, la sélection de variables permet donc
de réduire le nombre de variables necessaires à la clas-
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FIG. 5 – Exemples de variables selectionnées par l’algo-
rithme. (gauche) Variables selectionnées, en blanc, suivant
la décomposition verticale. (droite) Localisation de l’en-
semble des variables selectionnées suivant les 3 axes.

sification. Cela est de première importance pour ce type
d’application avec une contrainte de temps réel. La réduc-
tion des caractéristiques discriminantes permet donc d’ac-
célerer le processus de classification. La figure (5) donne
un exemple de 50 variables sélectionnées par l’algorihtme.
Les variables issues de la décomposition verticale considé-
rées comme pertinentes sont représentées en blanc. Nous
avons également représenté les variables pertinentes en fonc-
tion de leur localisation sur l’image quelque soit la décom-
position (verticale, horizontale ou diagonale).
En confrontant les résultats obtenus sur la figure (5) et les
figures (2) et (3), on constate que les variables les plus per-
tinentes pour la détection de piétons semblent être celles
qui caractérisent le contour du piéton (la colonne 2 et 4 ).
Cela suggère donc une stratégie de discrimination des pié-
tons que nous envisagerons dans un futur proche : une mé-
thode basée sur l’image elle-même et les contours extraits
de l’image.

5 Conclusions et perspectives
Nous avons présenté dans cet article une méthode origi-
nale de sélection de variables pour les Séparateurs à Vaste
Marge. Cette méthode s’articule autour d’un critère d’éva-
luation basé sur la sensibilité de la marge à une variable et
d’un algorithme de suppression séquentielle de variables.
Bien que défini initialement pour les SVM à deux classes,
le critère d’évaluation s’étend de manière naturelle aux SVM
multiclasses basés sur les techniques de un contre un ou un
contre tous.
L’algorithme de sélection de variables a ensuite été mis en
oeuvre sur des problèmes-jouets où il a démontré toute son
efficacité. En effet, au fur et à mesure de l’augmentation du
nombre d’exemples dans la base d’apprentissage, les ex-
périences montrent que l’algorithme est capable de trouver
les variables pertinentes pour la discrimination.
L’application utilisée pour illustrer la méthodologie est la
détection de piétons. Après avoir mis au point une stratégie
de discrimination, nous avons été confrontés à un grand



nombre de variables discrimantes. Ainsi, nous avons pu
tester l’efficacité de notre algorithme dans un cas réel. En
effet, sans pour autant accroitre les performances du clas-
sifieur, nous avons montré qu’il est possible d’obtenir des
performances similaires en utilisant tout au plus la moitié
des variables. Cela reste avantageux car la complexité tem-
porelle de la détection s’en trouve réduite. La méthodolo-
gie que nous avons suivie pour cette application est celle
décrite par Papageorgiou et al. dans leurs travaux sur les
mêmes applications. Cependant, nous avons apporté une
nouvelle contribution à cette approche dans la mesure où,
dans nos travaux, les variables sont sélectionnées automa-
tiquement à travers un algorithme et non manuellement.
Quelques travaux restent encore à finaliser sur la sélection
de variables. Concernant le cas multiclasses, nous avons
proposé une stratégie mais elle ne concerne pas l’algorithme
traitant le problème de manière globale [13] . Une exten-
sion de notre méthode à ce cas là doit donc être traitée.
Par ailleurs, le parcours de l’espace des variables (la sup-
pression séquentielle) est loin d’être optimal et une étude
concernant ce point doit être menée. Enfin, une analyse
plus approfondie de l’algorithme ainsi qu’une comparaison
avec d’autres méthodes devra être également réalisée afin
de mieux comprendre le comportement de l’algorithme
Quant au problème de détection de piétons, l’application de
la sélection de variables a montré que les caractéristiques
les plus pertinentes pour la discrimination semblent être les
contours du piétons. Cela suggère donc de développer une
stratégie tenant compte de ces contours.
Bien que, dans cet article, l’application ciblée soit un pro-
blème de détection de piétons, il est important de souligner
que la méthodologie décrite dans cet article reste générale
et peut être appliquée à tout problème de sélection de va-
riables. Des exemples d’applications sur des problèmes de
bio-informatiques sont décrites en [15].
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